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Abstract 

Objective 

Machine learning is a subset of artificial intelligence that is uniquely suited to address challenges 

in the fields of genetics, breeding, and biotechnology of livestock and poultry. By using 

algorithms that can learn patterns from data, machine learning enables accurate predictions, 

automated decision-making, and innovative solutions to complex problems in animal science. 

Unlike traditional statistical methods, which often assume linearity and independence among 

variables, machine learning is able to capture nonlinear relationships and interactions between 

genomic, environmental, and phenotypic factors. Therefore, the purpose of this study was to 

review the common types of machine learning algorithms used in livestock and poultry breeding, 

to outline their advantages and disadvantages, and to provide practical examples for these 

algorithms in the fields of genetics, breeding, and biotechnology of livestock and poultry.  

 

Materials and Methods 

In this study, by reviewing relevant databases and journals, studies related to machine learning in 

the field of genetics and breeding and biotechnology of livestock and poultry were searched using 

keywords. These studies were evaluated based on their design, methodology, results and 

relevance, and the main findings and concepts were extracted from them.  

 

Results 

The results showed that machine learning methods significantly outperform conventional 

methods. So that machine learning methods improve prediction accuracy and have smaller mean 

square error (MSE) and mean absolute error (MAE) in all scenarios. The findings also show the 

potential of combining classical bioinformatics methods with machine learning techniques to 

improve genomic prediction in the future. The results suggest machine learning algorithms as a 

promising tool to improve decision-making for livestock farmers. Machine learning analysis 

https://orcid.org/0000-0002-1673-5840
https://orcid.org/0000-0002-2782-5403


 1403و همکاران،  محمدآبادی

415 

Agricultural Biotechnology Journal;      Print ISSN: 2228-6705,      Electronic ISSN: 2228-6500 

improves monitoring methods and allows livestock farmers to identify animals that are likely to 

have problems in the future.  

Conclusions 

This study shows that the use of machine learning methods in the field of genetics, breeding, and 

biotechnology of livestock and poultry is increasing, and with this increase, the quality of machine 

learning methods used is also improving. Therefore, machine learning can play an important and 

prominent role in the sustainable development of livestock farming and provide benefits such as 

increased productivity in this field. Therefore, this study recommends that the use of machine 

learning methods and algorithms be promoted among the activists in the field of genetics, 

breeding, and biotechnology of livestock and poultry to identify and predict problems earlier and 

more accurately and prevent problems and economic losses.  
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   چکیده

ژنتیک  حوزه  یهاای از هوش مصنوعی است که به طور منحصر به فردی برای مقابله با چالشیادگیری ماشین، زیرمجموعه  هدف:

  ها یاد بگیرند، توانند الگوها را از دادههایی که میبسیار مناسب است. با استفاده از الگوریتم  و اصلاح نژاد و بیوتکنولوژی دام و طیور

پذیر های نوآورانه برای مسائل پیچیده در علوم حیوانات را امکان حلگیری خودکار و راههای دقیق، تصمیمبینییادگیری ماشین پیش

کنند، یادگیری ماشین قادر  های آماری سنتی، که اغلب خطی بودن و استقلال را در بین متغیرها فرض می برخلاف روش .  کندمی

کند.   ثبت  را  فنوتیپی  و  محیطی  ژنومی،  عوامل  بین  غیرخطی  تعاملات  و  روابط  بررسی  است  پژوهش  این  هدف  رایج  لذا،  انواع 

های کاربردی  ها و نیز بیان مثالمعایب آن   ، بیان مزایا وشوندهای یادگیری ماشین که در پرورش دام و طیور استفاده میالگوریتم

 . ها در حوزه ژنتیک و اصلاح نژاد و بیوتکنولوژی دام و طیور بودبرای این الگوریتم 

ژنتیک  در حوزه  یادگیری ماشین  های داده و مجلات مربوطه، مطالعات مربوط به  در این پژوهش با بررسی پایگاه :  هامواد و روش

با استفاده از کلمات کلیدی جستجو شدند. این مطالعات بر اساس طراحی، روش شناسی،    و اصلاح نژاد و بیوتکنولوژی دام و طیور

 ها استخراج گردید. نتایج و ارتباط آنها ارزیابی شد و یافته ها و مفاهیم اساسی از آن 

کنند. به طوری که  می های مرسوم بهتر عمل  توجهی از روش به طور قابل یادگیری ماشین  های  روش نتایج نشان داد که  نتایج:  

( MAE( و میانگین خطای مطلق )MSEمیانگین مربعات خطا )  بخشند ومی بینی را بهبود  دقت پیشیادگیری ماشین  های  روش

 هایهای بیوانفورماتیک کلاسیک با تکنیک پتانسیل ترکیب روشهمچنین ها یافتهدارند. تری را در همه سناریوها به همراه کوچک

بهبود پیش  یادگیری ماشین برای  نشان میرا  آینده  نتایجدهدبینی ژنومی در  ابزاری  الگوریتم  .  به عنوان  را  یادگیری ماشین  های 

های نظارت را بهبود . تجزیه و تحلیل یادگیری ماشین روشندکمیپیشنهاد    دامپرورانگیری برای  امیدوارکننده برای بهبود تصمیم

 از قبل شناسایی کنند.  مشکلاتی داشته باشند آیندهرا که احتمالاً در  حیواناتیکند تا می  دامپرورانبخشد و به می

ژنتیک و اصلاح نژاد و بیوتکنولوژی دام در حوزه    یادگیری ماشینهای  روش دهد که استفاده از  نشان میاین مطالعه    گیری:نتیجه

های یادگیری ماشین استفاده شده نیز رو به بهبود است. لذا، یادگیری ماشین رو به افزایش است و با این افزایش کیفیت روش   و طیور

بنابراین، این  در این حوزه نقش مهم و پررنگی را ایفا کند. وری و ارائه مزایایی مانند افزایش بهرهدامپروری توسعه پایدار تواند در می

ژنتیک و اصلاح نژاد و بیوتکنولوژی  های یادگیری ماشین در بین فعالان حوزه  ها و الگوریتمکند که استفاده از روشپژوهش توصیه می 

تر مشکلات را شناسایی و پیش بینی کنند و از بروز مشکلات و ضررهای اقتصادی جلوگیری تر و دقیقترویج شود تا زود  دام و طیور

 نمایند. 

 هوش مصنوعی حیوان،  ، بینیپیش ،بیوانفورماتیک ، الگوریتم: هاکلیدواژه

 . مروری: نوع مقاله

بابنکو اولنا، استاوتسکا روسلانا ولودیمیریونا، تیتارنکو ایرینا، ایوستافیوا    محمدآبادی محمدرضا، اخترپور علیرضا، خضری امین،   استناد:

یادگیری ماشین در ژنتیک و اصلاح  نقش و کاربردهای متنوع(  1403)  ویکتور، آفاناسنکو ولودیمیریولیا، بوچکوفسکا ویتا، اسلینکو  

 .442-413(، 4)16 . مجله بیوتکنولوژی کشاورزی،نژاد و بیوتکنولوژی دام و طیور
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 مقدمه 

ها است. رویکردهای سنتی به  تقاضای فزاینده برای محصولات دام و طیور مستلزم اقدامات پایدار و کارآمد در تولیدات آن 

های های سیستمای توسط پیچیدگیموثر هستند، به طور فزاینده پرورش دام و طیور و بیوتکنولوژی، در حالی که از بسیاری جهات  

های ژنتیکی و فنوتیپی  یابی با توان بالا و انباشت مقادیر زیادی از دادههای توالیشوند. ظهور فن آوریمدرن دام و طیور محدود می 

های اصلاح نژادی و کاربردهای بیوتکنولوژی ایجاد کرده است. با این حال، حجم، پیچیدگی های جدیدی را برای اصلاح برنامهفرصت

ای از هوش  (، زیرمجموعهML)  1ها نیازمند ابزارهای تحلیلی پیشرفته است. یادگیری ماشین و چند بعدی بودن این مجموعه داده 

 .Mohammadabadi et alها بسیار مناسب است )( است که به طور منحصر به فردی برای مقابله با این چالشAI) 2مصنوعی

گیری خودکار و های دقیق، تصمیمبینیپیش  MLها یاد بگیرند،  توانند الگوها را از داده هایی که می (. با استفاده از الگوریتم2024

های آماری سنتی، برخلاف روش (.Li et al. 2024کند )پذیر میهای نوآورانه برای مسائل پیچیده در علوم حیوانات را امکانحلراه

قادر است روابط و تعاملات غیرخطی بین عوامل ژنومی،    MLکنند،  که اغلب خطی بودن و استقلال را در بین متغیرها فرض می

های اصلاحی بر  ( است که در آن ارزشGS) 3انتخاب ژنومی   MLمحیطی و فنوتیپی را ثبت کند. یکی از تاثیرگذارترین کاربردهای

های توسط الگوریتم  (BLUP)  4بینی نااریب خطی های سنتی مانند بهترین پیششوند. روش بینی میاساس نشانگرهای ژنتیکی پیش 

ML 5های بردار پشتیبان، از جمله ماشین  (SVM جنگل ،) 6های تصادفی   (RFsو تکنیک ،) های  های یادگیری عمیق مانند شبکه

ویژه دهند، به ها دقت بالاتری را ارائه می (. این الگوریتم Mohammadabadi et al. 2024شوند )جایگزین می  عصبی کانولوشنال

برای صفاتی که تحت تأثیر فعل و انفعالات پیچیده ژنتیکی و محیطی قرار دارند. یکی دیگر از حوزه های کلیدی فنوتیپ است، جایی  

های بلادرنگ  هایی مانند بینایی رایانه و حسگرهای پوشیدنی دادهآوریخودکارسازی ارزیابی صفات را فعال کرده است. فن  ML که

ها ها را برای شناسایی الگوها و ناهنجاریآن ML هایکنند، که الگوریتمآوری میرا در مورد سلامت، رفتار و عملکرد حیوانات جمع 

 کند و ابزارهایی مانندویرایش دقیق ژن را تسهیل می   ML،  (. در بیوتکنولوژی حیوانیChafai et al. 2023کنند )پردازش می

CRISPR-Cas9 هایکند. به عنوان مثال، مدلرا برای کاربردهای خاص بهینه می ML   کنند بینی میاثرات خارج از هدف را پیش

(. این مطالعه به Zhang et al., 2020دهند )کنند و ایمنی و کارایی تغییرات ژنتیکی را افزایش میرا هدایت می RNA و کارایی

متنوع کاربردهای  می  ML بررسی  بیوتکنولوژی  و  نژاد  اصلاح  طیور،  و  دام  ژنتیک  مثالدر  بر  و  چالشپردازد  عملی،  و  های  ها 

 
1 machine learning 
2 artificial intelligence 
3 genomic selection 
4 best linear unbiased prediction 
5 support vector machines 
6 random forests 
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تأکید میچشم ادغاماندازهای آینده  با  برای  توانند فرصت های سنتی، محققان و دامپروران می با روش  ML کند.  را  های جدیدی 

 .های پایدار در علوم حیوانات باز کنندپیشرفت

 

 یادگیری ماشین

توانند به طور خودکار ای تمرکز دارد که میهای رایانهتوسعه الگوریتمای از هوش مصنوعی است که بر  یادگیری ماشین حوزه

های کامپیوتری را قادر  عملکرد خود را در یک کار خاص از طریق تجربه بهبود بخشند. به عبارت دیگر، یادگیری ماشینی برنامه 

های ریزی صریح بهبود بخشند. الگوریتمگیری بدون برنامه بینی یا تصمیمها یاد بگیرند و توانایی خود را برای پیش سازد تا از دادهمی

اند. این امر از  ها و استفاده از آن الگوها برای پیش بینی یا انجام اقدامات طراحی شدهیادگیری ماشین برای شناسایی الگوها در داده

دهد از آید که به رایانه اجازه میمیهای ریاضی به دست  سازی و سایر روشهای بهینههای آماری، تکنیکطریق استفاده از روش 

ها، مانند تشخیص تصویر، پردازش زبان طبیعی، تجزیه و تحلیل  ای از برنامهمقادیر زیادی داده یاد بگیرد. این امر در طیف گسترده

سیستم و  بینی،  توصیهپیش  می های  استفاده  فناوریای  از  بسیاری  حیاتی  اجزای  از  یکی  همچنین  جمله  شود.  از  پیشرفته،  های 

توان در اصلاح نژاد دام های یادگیری ماشین را میشده و تشخیص گفتار است. الگوریتمسازیهای خودران، پزشکی شخصیاتومبیل

ها و  بینی و بهبود صفات مختلف مانند سرعت رشد، تولید شیر، تولید تخم مرغ، باروری، مقاومت در برابر بیماریو طیور برای پیش

شوند  های یادگیری ماشین که در پرورش دام و طیور استفاده می ورد استفاده قرار داد. در ادامه برخی از انواع رایج الگوریتمموارد دیگر م

 به تفصیل خواهند آمد. 

 

 رگرسیون خطی  

تواند مقدار یک متغیر وابسته را بر اساس یک یا چند متغیر مستقل پیش بینی  رگرسیون خطی یک الگوریتم ساده است که می

توان از رگرسیون خطی برای پیش بینی ارزش یک صفت خاص مانند تولید شیر یا سرعت رشد  کند. در اصلاح نژاد دام و طیور می 

(. این رگرسیون  Gianola & de los Campos 2018بر اساس عوامل مختلفی مانند سن، وزن و مصرف خوراک استفاده کرد ) 

شود، با استفاده از اصطلاحات  که برچسب یا متغیر هدف نیز نامیده می  y بینی مقدار متغیر پیوسته مدلی است که معمولاً برای پیش 

ML های، از طریق بردار متغیرهای توضیحی که متغیرهای مستقل یا ویژگی x شود. شوند و یک تابع خطی استفاده می میده می نا

 کند:باشد، رگرسیون خطی ساده رابطه بین متغیرها را با استفاده از مدل زیر تعریف می x اگر مدل شامل یک متغیر مستقل
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واحدی در مقدار    1دهنده تغییر در نتیجه برای افزایش  یک ضریب رگرسیون است که نشان  β1و  7اصطلاح قطع  β0که در آن

توان با بیش از یک متغیر را می   y شود. متغیر وابستهدهنده اصطلاح خطا است که نویز نیز نامیده مینشان ε است و x متغیر مستقل

 Maulud & Abdulazeezکنیم )( صحبت می MLR)   8توضیحی توضیح داد. در این مورد، ما در مورد رگرسیون خطی چند متغیره

 به صورت زیر است:  MLR(. مدل اصلی برای  2020

 

ای حاوی ویژگی مجموعه دادهشود زیرا ما مدل را با  رگرسیون خطی یک الگوریتم یادگیری نظارت شده در نظر گرفته می 

باشد.  jx هابرای مجموعه دیگری از ویژگی jy کنیم و انتظار داریم پیش بینی دقیقتغذیه می iy و مقادیر متناظر متغیر هدف ix های

ترین تابع زیان مورد استفاده برای  را به حداقل می رساند. متداول   9به منظور دستیابی به دقت کافی، مدل مقدار یک تابع زیان انتخابی 

( )LSEرگرسیون خطی، خطای حداقل مربعات  است   )Nasteski 2017های(. مدل ML به ویژگی بسته  های مجموعه اغلب 

دهند. عوامل متعددی وجود دارد که بر چگونگی عملکرد  شوند، عملکرد متفاوتی از خود نشان می ها اعمال میهایی که روی آنداده

های  های یادگیری عمیق، با مجموعه دادهها، مانند شبکه گذارد. برخی از مدلیک مدل بر روی یک مجموعه داده خاص تأثیر می

  .کنندتر به خوبی کار می های کوچکتر مانند رگرسیون خطی با مجموعه داده های سادهکنند، در حالی که مدلبزرگ بهتر عمل می 

با ویژگیمجموعه داده انواع دادههایی  بالا یا  ابعادی  از مدلهای مختلط )عددی، طبقه های  ببرند که های( ممکن است  بهره  ایی 

پیچیدگی می مانند ماشینتوانند چنین  بردار پشتیبانهایی  را مدیریت کنند. مجموعه  و مدل (SVM) های  بر درخت  مبتنی  های 

ها نیاز داشته باشند. برخی از مدل ML های کاهش ابعاد قبل از اعمال یک مدلهای با ابعاد بالا نیز ممکن است به تکنیک داده

قوی  پرت  نقاط  و  نویز  به  درختنسبت  )مانند  هستند  تصمیمتر  جنگل های  )مثلاً  گیری،  دیگر  برخی  که  حالی  در  تصادفی(،  های 

 (.  Crossa et al. 2024تر باشند و در حضور آنها ضعیف عمل کنند )رگرسیون خطی( ممکن است حساس

 

 رگرسیون لجستیک 

شود یک مدل طبقه بندی است که به طور منظم برای تجزیه و تحلیل نتایج دوگانه یا دوتایی استفاده می  10رگرسیون لجستیک

ای،  به عبارت دیگر، رگرسیون لجستیک برای مطالعه اثرات متغیرهای پیش بینی کننده بر نتایج باینری یا مقوله .(2008)لاوالی،  

شود که از یک تابع  های آموزشی به مدلی داده می داده .(2007شود )نیک و کمپبل، مانند وجود یا عدم وجود یک رویداد استفاده می

کند. بر خلاف رگرسیون خطی، رگرسیون لجستیک نیازی به رابطه خطی بین  لجستیک برای پیش بینی احتمال رویداد استفاده می

 
7 intercept term 
8 multivariate linear regression 
9 chosen loss function 
10 logistic regression 
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متغیرهای وابسته و مستقل ندارد، مدل از یک تبدیل لاگ به نسبت شانس تعریف شده به عنوان نسبت احتمال وقوع رویداد تقسیم 

(. فرضیه رگرسیون لجستیک به  Nick & Campbell  2007; LaValley 2008کند )بر احتمال رخ ندادن رویداد استفاده می

 شود: صورت زیر تعریف می

 

 شود: یک تابع سیگموئیدی است که به صورت زیر تعریف می  g که در آن تابع

 

کند. الگوریتم  ( که یک احتمال شرطی است استفاده می MLE) 11رگرسیون لجستیک از یک تابع زیان برآورد حداکثر احتمال 

دهد  اختصاص می  1یا کلاس    0، به کلاس  5/0هر مشاهده را بر اساس بزرگتر یا کوچکتر بودن احتمال از یک آستانه معین، مثلا  

(Belyadi & Haghighat 2021مدل و  هستند  نامتعادل  طبقاتی  توزیع  دارای  تعادل  عدم  های  داده  رگرسیون  (.  مانند  هایی 

های عمیق، به ویژه در مجموعه های پیچیده مانند شبکه لجستیک ممکن است بدون تنظیمات مناسب با مشکل مواجه شوند. مدل

های ساده تر، اگرچه قدرت کمتری دارند، ممکن است در  های کوچک یا پر سر و صدا مستعد بیش از حد برازش هستند. مدلداده

 چنین مواردی بهتر تعمیم دهند. 

است، به این معنی   p >> n های توالی کل ژنوم، مسئلهاشکال جدی زیربنای حاشیه نویسی بیولوژیکی داده  مثال کاربردی:

واریانت  تعداد  فنوتیپی موجود (p) های چندشکلیکه  تعداد رکوردهای  از  بیشتر    .Kotlarz et alاست. در پژوهشی   (n) بسیار 

بندی گاوها به عنوان  با یادگیری عمیق برای طبقه  LASSO راهی برای دور زدن مشکل با ترکیب رگرسیون لجستیک  (2024)

پیشنهاد کردند. در این پژوهش تعداد  (SNP) مورفیسم تک نوکلئوتیدیهای پلیحساس یا مقاوم به ورم پستان، بر اساس ژنوتیپ 

گاو به یک گروه   52شده بود مطالعه شدند. این  مورد بالینی ورم پستان مشاهده    991فریزین از یک گله که در آن  -گاو هلشتاین   52

گاو باقی مانده تقسیم شدند. در گروه آموزشی، گاوها خواهر و برادر ناتنی    20گاو و یک گروه آزمایشی از    32آموزشی متشکل از  

قاومت آنها به ورم پدری بودند که از نظر تعداد باروری های ثبت شده، سطح تولید و سال تولد مطابقت داشتند، اما در وضعیت م 

بنابراین،   تفاوت داشتند.  بروز ورم پستان بالینی در طول عمر تولیدی خود    16پستان  بودند و هیچ گونه  گاو مقاوم به ورم پستان 

 ژنومی آنها با پلت فرم  DNAگاو حساس به ورم پستان بودند و تحت بروز چندین بیماری قرار داشتند.    16نداشتند، در حالی که  

Illumina HiSeq2000   های خام تولید شده برای جفت باز تعیین توالی شد. تعداد خوانش   100در حالت جفتی با طول خواندن

گاو مقاوم به ورم    10گاو حساس به ورم پستان و    10متغیر بود. گروه آزمایش شامل    472265620تا    164984147یک حیوان از  

 جفت باز تعیین توالی شدند.   150با طول خواندن   Illumina NovaSeq 6000 پستان بود که با پلت فرم

 
11 maximum likelihood estimation 
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برای صفات بهداشتی   PLOWET فریزین با سوابق ورم پستان بالینی از پایگاه داده-مجموعه دیگری از گاوهای هلشتاین 

گاو ثبت شد. بیشتر گاوها با   712نفر، ورم پستان بالینی برای    1499ثبت شده توسط دامپزشک در چهار مزرعه استفاده شد. در بین  

از   از سال     Illumina BovineSNP50Kاستفاده  این، سوابق شجره چند نسلی  بر  ، شامل  1914تعیین ژنوتیپ شدند. علاوه 

اجداد گاوهای ژنوتیپ شده، برای تخمین رابطه ژنتیکی افزایشی آنها در دسترس بود. آزمایشات بیوانفورماتیکی برای شناسایی    8944

با استفاده از مدل رگرسیون لجستیک زیر انجام  SNP ، پیش انتخابp >> n ها نیز اجرا شد. اولین قدم برای غلبه بر مشکلاسنیپ 

 :شد

 

 جریمه( با  X) SNP هایاحتمال حساس بودن به ورم پستان را برای هر گاو مشروط به ژنوتیپ که در آن  

LASSO (λ ) ( اعمال مینشان می دهد که بر برآورد کننده اثر اسنیپ )شود: 

 

( با استفاده از روش  Pedregosa et al. 2011) Scikit این مدل رگرسیون لجستیک با پایتون از طریق کتابخانه یادگیری

برای تخمین    L1( و تنظیمDefazio et al. 2014)  12سازی احتمال شیب افزایشی با پشتیبانی از اهداف ترکیبی غیر محدب بهینه

در   C بیان شد، در حالی که جریمه های مختلفی با استفاده از یک شبکه در سازی شد. جریمه به صورت پیاده SNP اثر

 شود. بیشتری روی صفر تنظیم می SNP کوچکتر باشد، تخمین λاجرا شد. هرچه  1/0با گامه  بازه 

به عنوان بهترین انتخاب شد. این معماری از دو لایه به   اسنیپ 204642پژوهش، از میان چندین معماری، معماری با  در این  

های کردند. طبقه بندی دادهرا اجرا می   358/0و    210/0واحد در هر لایه تشکیل شده بود که نرخ خروج به ترتیب    46و    7ترتیب با  

های  منجر شد. اسنیپ   700/0، و ویژگی مساوی  600/0، حساسیت برابر با  650/0، دقت مساوی  750/0برابر با    13AUCآزمون به  

اساس  معنی بر  عبارت  Hapley Additive explanation  (SHAPدار  یک  نهایی،  نتیجه  یک  عنوان  به  شدند.  انتخاب   )

مربوط به عملکرد مولکولی به طور قابل توجهی در   GO( مربوط به فرآیند بیولوژیکی و سیزده اصطلاحGO)  14شناسی ژنهستی

تواند به درستی  های این پژوهش نشان داد که رویکرد بهینه می دار مطابقت داشت. یافته های معنیاسنیپ  مجموعه ژنی غنی شد که با

 
12 incremental gradient likelihood optimization method with support for non-strongly convex composite 

objectives 
13 area under the curve 
14 gene ontology 
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ها مشخص شده بودند  اسنیپ  بینی کند. ژن هایی که با مهم تریندرصد گاوها پیش   65حساسیت یا وضعیت مقاومت را برای تقریباً  

   .به پاسخ ایمنی و سنتز پروتئین مربوط می شدند

افزار های بیولوژیکی، که فراتر از کاربرد نرمهای متعدد تحلیل بیوانفورماتیک دادهبرداری از جنبهاین پژوهشگران بر اهمیت بهره

های چند بعدی است که امروزه در ژنومیک، انتخاب مدل چند  بیوانفورماتیک است و همچنین شامل عناصر انتخاب ویژگی در داده 

سطحی، تجزیه و تحلیل آماری و در نهایت تفسیر بیولوژیکی معمول است تأکید کردند. این رویکرد به ویژه در تجزیه و تحلیل 

های متعدد با اثرات متفاوت است و نه لزوماً تنها چند  هایی با حالت وراثت پیچیده، مانند ورم پستان بالینی، که تحت تأثیر ژنفنوتیپ

ها احتمالاً به محیط نیز وابسته است.  به دلیل وراثت پذیری کم تا متوسط، تأثیر این ژن ژن با اثرات بزرگ، مهم است. علاوه بر این،  

ها نشان دادند که از آنجایی که در زیست شناسی، به دلیل محدودیت های مالی، اخلاقی یا در دسترس بودن داده  علاوه بر این، آن 

های کاربردی یادگیری ماشین باید به دقت بر روی  های بسیار بزرگ همیشه امکان پذیر نیست، برنامهها، دستیابی به مجموعه داده

های ورودی، تنها چنین رویکرد انتخاب مدل  ها و فراپارامترهای آنها تمرکز کنند. در مورد اندازه محدود دادهانتخاب معماری مدل

 .دهد تا دقت طبقه بندی معقول یا پیش بینی دقیق به دست آیداجازه می گسترده

 

 درختان تصمیم  

تصمیم رگرسیون DT)  15درختان  و  بندی  طبقه  درختان  عنوان  به  همچنین   ،)16  (CART می شناخته  از  (  یکی  شوند، 

(. این رویکرد اولین Jiang et al. 2020است )  17های یادگیری نظارت شده بر اساس پارتیشن بندی بازگشتیترین الگوریتممحبوب

توسط  زیر مجموعه  Breiman et al. (1984 بار  به چندین  ناهمگن  بزرگ  داده  بر تقسیم یک مجموعه  و متکی  ( معرفی شد 

ها به هم متصل  هایی است که از طریق شاخهشود. این ساختار شامل گره کوچکتر همگن است که منجر به یک ساختار انشعابی می 

ها دارای یک یال ورودی و دو شود. به طور کلی، همه گره اند. اگر یک گره نشان دهنده یک یال ورودی نباشد، ریشه نامیده میشده

های آموزشی های تصمیم، تقسیم دادهشوند. در درختهای خروجی ندارند برگ نامیده میهایی که لبهیا چند یال خروجی هستند. گره

تواند یک مجموعه  شود. یک سوال خوب مینجام می با پاسخ دادن به چندین سوال به صورت تدریجی از بالاترین گره تا یک برگ ا

توانند با مشکلات طبقه بندی و رگرسیون مقابله کنند.  داده ناهمگن را به چند نمونه فرعی همگن تقسیم کند. درختان تصمیم می

یک آستانه بر روی   s است که در آن x <s شود، قانون به شکلبرای متغیرهای پیوسته، تقسیم با استفاده از یک آستانه انجام می

 x ای از سطوح ممکنزیر مجموعه L است که در آن x ∈ L است. برعکس، وقتی متغیر گسسته است، تقسیم به شکل x متغیر

شده هر زیرگروه، مقدار  بینی است. هنگامی که متغیر هدف پیوسته است، به این معنی که ما با رگرسیون سر و کار داریم، مقدار پیش 
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(. در مقابل،  Crisci et al. 2012برای همه مشاهدات در مجموعه آموزشی اختصاص داده شده به آن زیر گروه است ) y متوسط

روی مشاهده برگ به مقدار هدف   y بندی سروکار دارد، بیشترین سطحبا مشکلات طبقه    DT گسسته است و الگوریتم y زمانی که

می درخت اختصاص  ساخت  برای  استفاده  مورد  اصلی  الگوریتم  تصمیمیابد.  رگرسیون  های  موضوعات  برای   Iterativeگیری 

Dichotomiser 3  (ID3 استاندارد انحراف  کاهش  از  که  است   )18  (SDRمی استفاده  تصمیم  درخت  تولید  برای  در (  کند. 

های فرعی و به دست  کند که به عنوان معیاری برای همگنی نمونه از آنتروپی استفاده می  ID3 بندی، الگوریتمهای طبقهموقعیت

(. این روش به دلیل انعطاف پذیری و سهولت تفسیر پذیری  Choudhary and Gianey 2017شود )آوردن اطلاعات تعریف می 

 گیرد. آن بسیار مورد استفاده قرار می 

های کلاسیک در ژنتیک و اصلاح نژاد حیوانات توسط  یک پژوهش تحت عنوان هوش مصنوعی و روش   مثال کاربردی:

Soloshenkov et al.  (2024 انجام شد. آن )های ریاضی یادگیری های اساسی ژنتیک جمعیت و پرورش حیوانات و روش ها روش

را بر روی   CatBoost های کتابخانهماشین مورد استفاده در اصلاح نژاد حیوانات را تجزیه و تحلیل کردند. این پژوهشگران مدل

های  های پانلها داده( آموزش دادند. آن Rangifer tarandus( و گوزن شمالی )Equus caballusنمونه دو گونه اهلی اسب )

لی، نژادهای اسب اروپایی و روسی اهلی  های گوزن شمابه ترتیب برای آموزش مدل با استفاده از داده  17و    16های  ریزماهواره مکان

ریختگی برای  های درهممحاسبه کردند و ماتریس  (را  F1 های استاندارد )دقت، صحت، یادآوری وو وحشی را استفاده کردند. شاخص 

ها ابتدا با استفاده از های ممکن جدید برای شناسایی وابستگی نژاد حیوانات را معرفی کردند. آنارزیابی موفقیت مدل را ساختند و راه

نرم روش مانند  مرسوم،  ژنتیکی جمعیت  PopGenو    Rافزار  های  پارامترهای پارامترهای  و  ژنتیکی  تنوع  پارامترهای  قبیل  از  ها، 

کارگیری  با به   Genelandو    STRUCTUREهای  ها با برنامهبندی جمعیتهمخونی را محاسبه و برآورد کردند. پس از آن خوشه 

های بیزی را انجام دادند. برای ساخت درختان فیلوژنتیک مستقیم، ( برای آماره(MCMC)  19الگوریتم زنجیره مارکوف مونت کارلو 

ها و ها را با استفاده از بسته استفاده کردند. در بیشتر موارد، تجزیه و تحلیل داده  Neighbor-joining و UPGMA هایاز روش 

 Yandex از CatBoost از کتابخانه CatBoostClassifier ها مدلانجام دادند. آن  Python یا R های موجود برایکتابخانه

هزینه  یا  زیان  تابع  کردند.  انتخاب  دیده  آموزش  مدل  عنوان  به    MultiClassها آن   20را 

(https://catboost.ai/en/docs/concepts/loss-functionsmulticlassification#usage-information  .بود  )

ها گزارش  بود. آن   20به    80بندی(  ترازی کلاس )طبقه های آموزشی و اعتبارسنجی همراه با جابجایی ردیف و همنسبت مجموعه 

کردند که یکی از مشکلاتی که در فرآیند به کارگیری هوش مصنوعی در علم به وجود می آید، تفسیر نتایج آموزش مدل است.  

های پیچیده و مقادیر زیادی داده عمل های هوش مصنوعی اغلب بر اساس الگوریتمآیند که مدلمشکلات به این دلیل به وجود می 

 
18 standard deviation reduction 
19 markov chain monte carlo 
20 loss function 
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های کنند که پردازش آنها برای انسان دشوار است. یادگیری عمیق و یادگیری ماشین رویکردهای متفاوتی را برای ایجاد مدلمی

های ساده مانند درخت تصمیم یا . یادگیری ماشینی اغلب از مدل(Pour Hamidi et al. 2017)  کنندهوش مصنوعی ارائه می 

ها معمولاً پارامترهای کمتری تر است. آن های یادگیری عمیق آسانها نسبت به مدلکند که تفسیر آنهای خطی استفاده میمدل

های  های یادگیری عمیق مانند شبکه کند. مدلتر می ها را برای انسان آسان کنند که درک آن تری استفاده میدارند و از ریاضیات ساده

توانند ها میهای زیادی در هر لایه دارند. آن های پنهان و نورون زیرا لایه   تر و دشوارتر برای تفسیر باشند،توانند پیچیدهعصبی می

. بنابراین،  (Ghotbaldini et al. 2019)  ها را دشوار کندتواند درک نحوه تصمیم گیری آنتوابع پیچیده را تقریب بزنند، اما این می

تفسیرپذیری یک عامل مهم در هنگام انتخاب بین یادگیری عمیق و یادگیری ماشین است. اگر مدل قابل تفسیر بیشتری مورد نیاز 

های گاه مدل یادگیری ماشینی ممکن است انتخاب بهتری باشد. اگر به یک مدل قدرتمندتر نیاز دارید که بتواند وابستگی است، آن 

نژاد حیوانات و همچنین بسیاری   پیچیده را تقریبی کند، ممکن است بخواهید به یادگیری عمیق روی بیاورید. از نظر ژنتیک و اصلاح

ها وجود دارد. در زمینه دامپروری، عدم وجود مقادیر کافی داده  از شاخه های دیگر علم، مشکل انباشت و ایجاد حجم زیادی از داده

های توالی یابی شده(، داده عکاسی و داده ها، ژنومهای زئوتکنیکی و دامپزشکی(، داده ژنتیکی )انواع نشانگرها، ژنفنوتیپی )داده

های مختلف هوش مصنوعی مطالعه شوند قابل ذکر  های داده قابل استفاده، که بتوانند  با استفاده از روشویدئویی برای ایجاد پایگاه

گذارد. های آموزش دیده تاثیر می های به دست آمده به طور مستقیم بر کیفیت مدلتوجه داشته باشید که قابلیت اطمینان داده .است

ای از مسائل علمی و عملی مانند  های یادگیری ماشین در ژنتیک و انتخاب، مبنایی برای حل طیف گستردهآینده نزدیک، روش   در

شناختی، پتانسیل ژنتیکی؛ پیش بینی استفاده  پذیری، نوع روان های اصلاح نژاد و مخزن ژنی حیوانات و سازگاری، زیستارزیابی ارزش 

های تلاقی بین و درون نژادی و ایجاد نژادهای جدید یا دستاوردهای از آنها؛ ایجاد شرایط بهینه نگهداری و تغذیه؛ انتخاب؛ گزینه 

های ای بر روی دو نوع حیوانات اهلی و مدلهای اطلاعاتی ریزماهوارهها، استفاده از پایگاهانتخاب و... خواهد شد. در پژوهش آن

پذیر اد حیوانات، یعنی نژاد اسب و تمایز بین اشکال اهلی و وحشی گوزن شمالی امکان یادگیری ماشینی چند کلاسه، شناسایی دقیق نژ

های یادگیری ماشین در انتخاب سنتی، ژنومی، وابسته به نشانگر و اپی ژنتیک، ارزیابی ارزش ژنتیکی،  شد. چشم انداز استفاده از روش 

های جدید؛ تجزیه و تحلیل تعامل  سلامت حیوانات و سازگاری آنها با شرایط مختلف کشاورزی بسیار زیاد است. جستجو برای ژن 

 .های هوش مصنوعی را دست بالا گرفتتوان تواناییرسند، جایی که به سختی می ها؛ و غیره به سطح جدیدی می آن

 

 بگینگ 

ای است  گویند، یک روش مجموعهاست. بگینگ، که به آن تجمع بوت استرپ نیز می   22یک نوع یادگیری گروهی   21بگینگ 

انباشته استفاده می شود   که برای مونتاژ چندین نسخه از یک پیش بینی کننده برای به دست آوردن یک پیش بینی کننده قوی 

 
21 bagging 
22 ensemble learning 
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(Breiman, 1996 با توجه به یک مجموعه آموزشی برچسب .)  الگوریتم بگینگ یک تکرار  گذاری شده ،

بار با جایگزینی از مجموعه داده اصلی، و سپس استفاده از    n، با انتخاب تصادفی نمونه  بوت استرپ  

بار در طول فرآیند یادگیری به  M. مدل نهایی با تکرار این مراحل CARTهای یادگیری جدید برای مدل ها به عنوان مجموعه آن

کند. اگر متغیر  ها را محاسبه می کنندهبینی بینی یک نتیجه عددی، الگوریتم تجمیع میانگین نتیجه همه پیش آید. هنگام پیش دست می 

کلاس  برچسب  یک  پیش  23هدف  بستهبینی باشد،  مدلکننده  روی  بر  رای  اکثریت  عنوان  به  می   Mهای  بندی  شود  تعریف 

(Bühlmann 2012الگوریتم .) های های بگینگ بهتر از مدلCART  کنند و دستاوردهای قابل توجهی را در دقت  ساده عمل می

های دهند. با این حال، الگوریتمدهند، نشان می سازی قابل توجهی برای یادگیرندگان ضعیفی که رفتار ناپایدار از خود بروز می و بهینه 

 Freundهای پایدار را کاهش دهند )توانند کمی عملکرد رویههای آموزشی حساس هستند و میبگینگ به تغییرات در مجموعه 

and Schapire 1996 .) 

 

 جنگل تصادفی  

گروهی یادگیری  دیگر  نوع  تصادفی  پیش  24جنگل  از  ترکیبی  شامل  و  بهکنندهبینی است  که  است  درختی  یک  های  عنوان 

شوند. الگوریتم چندین درخت را با  سازی تصادفی تولید می کند. این درختان تصمیم توسط یک الگوریتم درخت مجموعه عمل می 

سازد. علاوه  های تصادفی مختلف با همان اندازه مجموعه آموزشی اصلی با گنجاندن موارد خاص بیش از یک بار می استفاده از نمونه 

گیرد. در نتیجه، پیش  ها را در نظر می های تصمیم، تقسیم یک زیر مجموعه تصادفی کوچک از ویژگی بر این، در هر گره از درخت 

اکثریت در مورد پیش بر اساس رای  باشد. سپس مقدار هدف  تواند متفاوت  این درختان می  به کلاس خاصی بینی  بینی درختان 

توان برای رگرسیون استفاده کرد که یهای تصادفی نیز م(. از جنگل Kingsford and Salzberg 2008شود )اختصاص داده می

 در این صورت مقدار تخمینی متغیر خروجی، میانگین پیش بینی درختان جنگل است.  

برای یادگیری ماشین   های مختلفاطمینان روشمناسب بودن و قابلیت  Li et al.   (2024  )  در پژوهشی  مثال کاربردی:

 اسنیپ هایتأثیر مجموعهرا بررسی کردند. همچنین    هابینی ژنومی برای صفات اقتصادی مختلف در جوجه های پیشتوسعه مدل

 از یک تراشه های نمودند. برای این امر، آنارزیاب راهای بیوانفورماتیک متمایز بر نتایج برازش نهایی انتخاب شده با استفاده از روش 

illumina 50K SNP   های یادگیری ماشینروش کردند.  استفاده    گذار ماده نژاد رود آیلند رد تخم  جوجه   4190ژنوتیپ  تعیین  برای 

یادگیری   هایاثربخشی روش کردند.    ادغامرا  ها  ویژگی اقتصادی در جوجه  10هایی با  و بیوانفورماتیک کلاسیک برای تناسب ژنوتیپ 

 و آنها را با  کردندشده و واقعی ارزیابی  بینی بین مقادیر فنوتیپی پیش RMSE را با استفاده از ضرایب همبستگی پیرسون و  نماشی

 
23 class label 
24 ensemble learning 
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 25rrBLUP26 وBayesA   از جعبه ابزار منبع باز  هانمودند. آنمقایسهAutoML AutoGluon v.1.0.0    های  برای ساخت مدل

ها  آنمورد استفاده در مطالعه    یادگیری ماشین های مدلند.  استفاده کرد  یادگیری ماشین الگوریتم هایپیش بینی ژنومی بر اساس  

 28نزدیکترین همسایگان   CatBoost  (CAT)  ،K  ،(ET)  27نهایت تصادفی درختان مازاد یا جنگل بی  ،(RFجنگل تصادفی )  شامل

(KNN)،  LightGBM  (LGB)،   29های عصبی شبکه  (NN)ها با برازش خطی که از این الگوریتم  بودندای  ، و ساختارهای انباشته

می  وبه دست  الگوریتم  هاآن نتایج  .  شوند نامیده می Weighted Ensemble (WE) آیند  که  داد  ماشین  هاینشان    یادگیری 

در . دهندنشان میبینی وزن بدن و صفات قدرت پوسته تخم مرغ از خود در پیش BayesA و rrBLUP عملکرد بهتری نسبت به

علاوه بر این،  .  مرغ نشان دادندبینی تعداد تخم بینی بالاتری را در پیشدرصد دقت پیش  58تا     BayesA 2 و  rrBLUPمقابل،  

  1/0  منجر به افزایش دقت پیش بینی  یادگیری ماشین در مدل های GWAS های قابل توجه به دست آمده از طریقاسنیپ  ادغام

 یادگیری ماشین هایهای بیوانفورماتیک کلاسیک با تکنیک ها پتانسیل ترکیب روشاین یافته.  در تقریباً همه صفات شددرصد    27تا  

 . دهدبینی ژنومی در آینده نشان میرا برای بهبود پیش

  

 بوستینگ  

گروهی   30بوستینگ  یادگیری  مدل  31نوع سوم  دقت  افزایش  برای  که  است  استراتژی  و یک  استفاده  است  بینی  پیش  های 

کند. این یادگیرندگان تر عمل میشود. این کار با ادغام چندین مدل ساده، معروف به یادگیرندگان ضعیف، در یک مدل جامع و دقیقمی

گیری پایه، به تنهایی قدرت پیش بینی بالایی ندارند. با این حال، هنگامی که بسیاری از آنها با استفاده ضعیف، مانند درختان تصمیم

های  یابد. یکی از پرکاربردترین الگوریتمشوند، دقت جمعی آنها به طور قابل توجهی بهبود میترکیب می   بوستینگاز یک الگوریتم  

 شروع می شود:  m های آموزشی با برچسباست. روند یادگیری این الگوریتم با مثال Adaboostکاربردی و عملی  بوستینگ

 

دار خروجی برچسب  شود، و  است و به عنوان بردار مقادیر ورودی نشان داده می X متعلق به فضای xi که در آن

و هر یادگیرنده ضعیفی که به    شودبه طور مکرر در یک سری دور اجرا می بوستینگ است. الگوریتم  xi مرتبط با

در هر تکرار اشاره دارد، یک  S های مجموعه آموزشیهای اختصاص داده شده به مثالداده شده است، که به توزیع وزن Dt توزیع

ای به نام فرضیه ضعیف است که خطای کند. هدف کلی الگوریتم یادگیری ضعیف، یافتن فرضیهپیدا می  فرضیه ضعیف  

 
25 ridge regression BLUP 
26 root-mean-square error 
27 extra tree 
28 K-nearest neighbors 
29 neural networks 
30 boosting 
31 ensemble learning 
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های ضعیف است، که در آن به  ، ترکیبی از تمام فرضیهبوستینگرساند. نتیجه نهایی الگوریتم  را به حداقل می  Dt مرتبط با t وزنی

شود. هر چه یک فرضیه ضعیف دقیق تر باشد، وزن آن بیشتر است. این  اختصاص داده می  (αt) هر یک با توجه به اهمیتش وزن

تر از هر یک از یادگیرندگان ضعیف است. از نظر  های ضعیف است و بسیار دقیقترکیب نهایی نوعی »رای اکثریت« از تمام فرضیه 

 αt در وزن ht شود، که در آن هر فرضیههای ضعیف نشان داده میبه عنوان رای اکثریت وزنی فرضیه  H ریاضی، فرضیه نهایی

صادفی )واریانس( و خطای سیستماتیک )سوگیری(  در کاهش تنوع ت بوستینگ(.  Freund and Schapire 1996شود )ضرب می

های چالش برانگیزتر بر  ها موثر است. همچنین دارای یک ویژگی منحصر به فرد است که در آن بیشتر بر روی نمونه در پیش بینی 

های دیگر مانند بهتر از روش  بوستینگهای  شود الگوریتمکند. این امر باعث میاساس عملکرد یادگیرندگان ضعیف قبلی تمرکز می

 های آموزشی داشته باشند. بگینگ عملکرد بهتری داشته باشند و حساسیت کمتری نسبت به تغییرات داده

بندی یادگیری ماشین، از جمله های مختلف طبقه( روش2021)  .Fadul-Pacheco et alدر پژوهشی    مثال کاربردی:

در طول اولین شیردهی آنها )اولین شیردهی( و   (CM) های بگینگ را برای شناسایی گاوهای مثبت به ورم پستان بالینیالگوریتم

های یکپارچه از منابع مختلف داده از ها از دادهبینی روزانه شروع ورم پستان بالینی )مداوم( مورد ارزیابی قرار دادند. آن برای پیش

 (. گاوهایی که برایCabrera et al. 2020استفاده کردند ) WisconsineMadison در دانشگاه Dairy Brain طریق پروژه

ورم پستان بالینی مثبت تایید شدند، آن دسته از افرادی بودند که از نظر بالینی بر اساس سوابق بهداشتی مزرعه از جمله نتایج کشت، 

ها که درمان در این پژوهش گاوهای بدون سوابق کشت یا آن  گرم مثبت، گرم منفی یا سایر عوامل بیماری زا تشخیص داده شدند.

های منفی را در نظر گرفته شدند. سایر مطالعات با ورم پستان بالینی نیز کشت ورم پستان بالینی منفی بیشتری دریافت نکردند برای

(. از جمله نتایج منفی کشت، عدم اطمینان در مورد وضعیت نهایی ورم پستان Ericsson Unnerstad et al. 2009حذف کردند )

این پژوهشگران الگوریتم جنگل تصادفی را    .بینی مضر استتواند منجر به افزایش مثبت کاذب شود که برای دقت پیش بالینی، می 

شود. این یک با روش بوت استرپ بگینگ )انباشتگی( آزمایش کردند. این روش برای کاهش واریانس یک الگوریتم استفاده می

در رایج  تصادفی  مشکل  آن  جنگل  زیرا  دادهاست،  در  تغییرات  به  درخت ها  با  بگینگ  هستند.  حساس  بسیار  آموزشی    های های 

(. از آنجایی  Brownlee 2016دهد )ها را کاهش میگیری مانند جنگل تصادفی، واریانس و مشکل بیش از حد برازش دادهتصمیم

شدند،  عنوان منفی شناخته میبود اما به ورم پستان بالینی ها برای منفی کاذب یا حیوانات مبتلا بهکه بالاترین هزینه در پژوهش آن

 را هم محاسبه کردند.  recallگاوهای منفی کاذب را با جزئیات دنبال کردند و نسبت 

 

recall     درصد بود. در مقابل، هنگام ترکیب روش بگینگ با    67برای حیوانات مثبتrandom forest-wrapper  تعداد ،

برای حیوانات مثبت     recallدرصد و    74برابر   AUC-ROC درصد و سطح وزنی  66بندی شده  درستی طبقه   های بهکلی نمونه 
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 AUC-ROC درصد و ناحیه وزنی  60بندی صحیح  های طبقهدرصد بود. برای بدست آوردن جنگل تصادفی، شاخص نمونه   67

را کمتر انجام    random forest-wrapperآمده با  دست درصد بود که نتایج به  57برای حیوانات مثبت     recallدرصد بود   67برابر  

بینی شروع ورم پستان بالینی در  برای پیش  32و جنگل تصادفی    Naïve Bayesهایها گزارش دادند، اگرچه نتایج الگوریتمآن  .داد

رفت خوب نبود، نتایج شد، آنطور که انتظار می های ژنتیکی را شامل می های مربوط به ویژگی طول شیردهی اول، زمانی که فقط داده

تولیدی یکپارچه دلگرمبا گنجاندن داده با ویژگیهای ژنتیکی، سلامتی و  به ویژه  الگوریتم جنگل تصادفی،  نتایج  بود.  های کننده 

بینی مداوم روزانه ورم پستان بالینی، نتایج نشان داد که الگوریتم  ، امیدوارکننده بود. برای پیش Wrapperانتخاب شده توسط روش 

کند که به خوبی موارد ورم پستان بالینی را قبل از شروع بینی می پیش   Extreme Gradient Boosting جنگل تصادفی بهتر از 

بینی و به حداکثر رساندن  اند به بهبود قدرت پیش توعنوان حسگر، می های داده بهکند. به همین ترتیب، ادغام سایر جریانبینی میپیش

های مبتنی بر مزرعه با توجه به نیازهای کشاورز و شرایط مدیریت  شده در مزرعه برای تولید الگوریتمآوریاستفاده از رکوردهای جمع

کمک کند. علاوه بر این، داشتن دو الگوریتم مختلف یادگیری ماشین ممکن است در تصمیم گیری کوتاه مدت و میان مدت کمک 

تواند برای شناسایی گاوهایی که به طور کلی در معرض خطر ابتلا به ورم پستان بالینی در اولین شیردهی  ها میکند. یکی از الگوریتم

اند گاو را در  توبینی ورم پستان بالینی روزانه استفاده شود، که میتواند برای پیش هستند، استفاده شود، در حالی که الگوریتم دیگر می

تواند برای کشاورز برای انجام اقدامات معرض خطر در هر دوشش نشان دهد. شناسایی گاوهای با خطر بالاتر ورم پستان بالینی می

 .ها را بهبود بخشد، سودمند باشدتواند از اثرات منفی ورم پستان بالینی پیشگیری کرده و آنبه موقع که می 

 

 فضای هیلبرت با هسته بازآفرین

بازآفرین هسته  با  هیلبرت  الگوریتم (RKHS)  33فضای  از  یکی  هسته ،  بر  مبتنی  نیمه    34های  رگرسیون  مدل  یک  و  است 

( اعمال شد. این روش پتانسیل 2011)   .Gianola et alهای نشانگر توسط  پارامتریک است که برای اولین بار بر روی ژنوتیپ 

از توابع است که در   (H) یک فضای هیلبرت  RKHSاست.    محاسباتی زیادی را نشان داده است، به خصوص زمانی که 

شود. به عبارت دیگر، اگر دو ای در فضای اقلیدسی در نظر گرفت، و حدی و خطی فرض میآن هر تابع را می توان به عنوان نقطه

دارند.   باشند، آنها نیز مقادیر نزدیک    دارای هنجارهای نزدیک   g و f تابع

 توان به صورت زیر توصیف کرد:  را می RKHS وظیفه یادگیری

 
32 random forest 
33 reproducing kernel hilbert spaces 
34 Kernel-based algorithms 
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یک تابع ناشناخته از    g(x)یک بردار مقادیر ژنتیکی )خروجی( و  iyهای نشانگر )ورودی(،  یک بردار ژنوتیپ  ix فرض کنید

رود که اگر تابع تلفات زیر را به حداقل برساند،  با تعریف فضایی از توابع پیش می  g  ،RKHSاثرات ژنتیکی باشد. برای استنباط  

 شود: از آن انتخاب می  عنصر 

 

دهنده نشان  Hکند،  سازی است که مبادلات بین خوبی تناسب و پیچیدگی مدل را کنترل مییک پارامتر منظم λ که در آن

اندازه H در  g مربع هنجار    فضای هیلبرت است، و را  به نظریه  گیری میاست. مربع هنجار پیچیدگی مدل  با توجه  کند. 

Manton and Amblard (2014 ،)RKHS  تواند برای حل سه نوع مسئله استفاده شود:می 

دهد که نگاشت فضای شود. این نشان می است، تعریف می RKHS الف( زمانی که مشکل روی یک فضای فرعی که اتفاقاً

 (p) کند زیرا تعداد ژنوتیپ هاکند. انتخاب ژنومی چالشی با ابعاد بالا ایجاد میتر میمسئله در فضایی با ابعاد بالاتر، مسئله را آسان 

، کاهش این ابعاد و تسهیل حل چنین مشکلاتی امکان پذیر RKHSشود. با استفاده از چارچوب  بیشتر می  (n) معمولاً از تعداد افراد

کند، که به موجب  مناسب را فراهم می RKHS های ژنوتیپی به یک نمایششود. معرفی یک هسته گاوسی امکان تبدیل دادهمی

 بعدی استفاده شوند. بینی مقادیر ژنتیکی در این فضای کاهش ش توانند به طور موثر برای پیهای رگرسیون خطی بعدی میآن مدل

ب( هنگامی که یک مسئله دارای عملکرد نیمه قطعی مثبت است. در زمینه انتخاب ژنومی، یک جزء مهم ماتریس رابطه  

دهد.  شود(، که شباهت ژنتیکی بین افراد را به صورت کمی نشان میژنتیکی است )که به عنوان ماتریس خویشاوندی نیز شناخته می

این تابع هدف مهمی در تصحیح عوامل مخدوش کننده مانند ساختار جمعیت و وابستگی خانوادگی در مطالعات همبستگی دارد. 

کنند. با استفاده از  های با ابعاد بالا ارائه میهای مشکلی است که ژنوتیپ یکی از راه حل  فضای هیلبرت با هسته بازآفریناستفاده از  

 تر کردن این مشکل پیچیده استفاده کنیم.ترلتوانیم از ترفند هسته برای مدیریت مؤثر و قابل کناین رویکرد، می 

های تابع فاصله را با توجه به تمام نقاط  جاسازی کرد که تابع هسته ویژگی RKHS توان نقاط داده را در یکج( زمانی که می

رایج در انتخاب ژنومی، گروه  (. یکی از وظایف  Nayeri et al. 2019کند )کند، ثبت میداده و تابعی که فاصله بین آنها را تعیین می

شود.  ها یا بررسی ساختار جمعیت انجام می هاست. این معمولاً برای اهدافی مانند شناسایی زیرجمعیتبندی افراد بر اساس ژنوتیپ آن 

توان با استفاده از یک تابع هسته مناسب، مانند یک هسته گاوسی یا خطی، در یک ها را میبرای دستیابی به این هدف، ژنوتیپ 

بندی  توانیم شباهت ژنتیکی افراد را به تصویر بکشیم. الگوریتم خوشه فضای هیلبرت هسته قابل تکرار قرار داد. با انجام این کار، می 

اند، حتی اگر ممکن است  از هم جدا شده  RKHS هایی است که به خوبی درکند و هدف آن یافتن خوشه عمل می RKHS در این

 به خوبی از هم جدا نشوند. در فضای ژنوتیپ اصلی 
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 های بردار پشتیبان ماشین

است که یک الگوریتم ناپارامتریک است    36های مبتنی بر هسته( یکی دیگر از الگوریتم SVM)  35های بردار پشتیبانماشین

( پیشنهاد شده است. برای اولین بار برای مسائل طبقه بندی دو گروهی معرفی شد. با  1995)  Cortes and Vapnikکه توسط  

 شود. هنگام برخورد با خوشه بندی، هدف الگوریتمای برای رگرسیون و طبقه بندی استفاده میاین حال، امروزه به طور گسترده

SVM کند )ها را از هم جدا میشناسایی یک ابر صفحه بهینه تعریف شده به عنوان مرزی است که حداکثر کلاسJiang et al. 

دهد و ابر  یک طبقه بندی خطی را انجام می  SVM (. هنگامی که نقاط داده به صورت خطی قابل تفکیک هستند، الگوریتم2020

تواند با استفاده  می   SVMیر این صورت،  (. در غCrisci et al. 2012شود )صفحه بهینه با استفاده از بهینه سازی عددی پیدا می

یک طبقه بندی غیر خطی انجام دهد. تابع هسته گاوسی برای نگاشت نقاط داده از یک فضای داده به یک فضای   Kernel از تابع

کنند، این  ها را محصور میرسد که تصویر دادههای کوچک به نظر میشود. در فضای ویژگی، کرهویژگی با ابعاد بالا استفاده می

-Benگیرد )دهند که نقاط داده همان خوشه را در بر می ای را تشکیل می شوند و مرزهای خوشه ها به فضای داده نگاشت می کره

Hur et al. 2001 ها و طبقات را به حداکثر برسانند تا خطای طبقه بندی را به حداقل برسانند )(. مرزها باید حاشیه بین آنMahesh 

گیری فاصله باشد. توابع  برای مسائل رگرسیون اعمال می شود، تابع ضرر باید شامل اندازه  SVM (. هنگامی که الگوریتم2020

به دلیل   SVM های(. الگوریتمGunn 1998زیان احتمالی عبارتند از تابع افت درجه دوم، لاپلاسی، هوبر و تابع ضرر غیر حساس )

شوند، زیرا  ها به عنوان یک جعبه سیاه توصیف میهای بسیار دقیقی داشته باشند. با این حال، آنبینیتوانند پیش پذیری میانعطاف 

 کند. ها را سخت میها ارائه نشده است، که تفسیر پیش بینیهیچ معیاری برای چگونگی بهینه سازی ابرصفحه توسط پیش بینی کننده

بینی ژنومی صفات تولید  ( از یادگیری ماشین برای بهبود دقت پیش 2022)  .Wang et alدر پژوهشی    مثال کاربردی:

های  بینی ژنومی در مقایسه با روش یادگیری ماشین در پیش  هایارزیابی عملکرد روش ها  مثلی در خوک استفاده کردند. اهداف آن 

 یادگیری ماشین برای کشف روش های مختلفو ارزیابی کارایی روش  BayesHEو    37GBLUP  ،38ssGBLUPرایج موجود  

ایده ماشین  پیشیادگیری  برای  بودآل  ژنومی  مطالعه،    .بینی  این  مثل  2566در  تولید  سوابق صفات  با  چینی  یورکشایر  با    یخوک 

شامل  یادگیری ماشین  ژنوتیپ شدند. چهار روش  تعیین    PorcineSNP50و    GenoBaits Porcine SNP 50 Kهای  پانل

  20اجرا شد. از طریق    Adaboost.R2( و  RF(، جنگل تصادفی )KRR)  ریج کرنل(، رگرسیون  SVRرگرسیون بردار پشتیبان )

بینی در پیشیادگیری ماشین  های  تر، کاربرد روشبینی برای افراد جوان ( پنج برابری و یک پیشCVمتقابل )  اعتبارسنجیتکرار  

 ژنومی مورد بررسی قرار گرفت.  

 به صورت زیر بود:  GBLUPمدل 

 
35 support vector machines 
36 kernel-based algorithms 
37 genomic  best linear unbiased prediction 
38 single-step genomic  best linear unbiased prediction 
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بردار مقادیر   s  ،g 1بردار    1میانگین کلی،     μهای اصلاح شده افراد تعیین ژنوتیپ شده است،ناقل فنوتیپ   که در آن

دهد. توزیع اثرات تصادفی اختصاص می  g یک ماتریس بروز است که رکوردها را به  Z بردار خطاهای تصادفی، و   eاصلاح ژنومی،  

  (، و Gماتریس همبستگی یا رابطه ژنومی )ماتریس   G ، که در آن و    عبارت بودند از  

 به ترتیب واریانس ژنتیکی افزایشی و واریانس باقی مانده هستند.    و

افراد تعیین ژنوتیپ شده و تعیین     را داشت، با این تفاوت که از GBLUP همان بیان   ssGBLUP:ssGBLUPمدل  

با ترکیب ماتریس این بود کهاستفاده می  A و ماتریس G ژنوتیپ نشده  بر  نرمال   g کرد. فرض  توزیع  پیروی   از 

 به صورت زیر بود:  H کند. معکوس ماتریسمی

 

 .Forni et alبود ) 05/0برابر  w و برای جلوگیری از مشکل معکوس نشدن ماتریس منفرد  

2011  .) 

پژوهش    :BayesHEمدل   این  افزایش  Shi et al. (2021 توسط  BayesHEدر  برای  کار  این  یافت.  توسعه   )

انطباقانعطاف  و  اولویت پذیری  اساس  بر  بیزی،  مدل  جهانیپذیری  شکل  -های  اولین  مطالعه،  این  در  بود.   BayesHEمحلی 

(BayesHE1)   را مورد استفاده قرار دادند، و زنجیره مارکوف مونت کارلو (MCMC)   20000چرخه اجرا شد که    50000برای  

مانده برای استنباط آمارهای قبلی ذخیره  باقی  30000نمونه از آن    50چرخه اول به عنوان سوزاندن آزمایشی دور انداخته شد و هر  

پیاده سازی شده در     DMUAI و روش BayesHE برای تجزیه و تحلیل Fortran 95 های داخلی نوشته شده درشد. اسکریپت 

 استفاده شد.   ssGBLUP و GBLUP یه و تحلیل( برای تجزMadsen et al. 2014) DMU نرم افزار

 SVM کاربرد SVRبر اساس تئوری یادگیری آماری است.  (SVM) ماشین بردار پشتیبانرگرسیون بردار پشتیبان: 

های کمی بود که از یک تابع هسته خطی یا غیرخطی برای ترسیم فضای ورودی )مجموعه داده در رگرسیون برای مقابله با پاسخ 

استفاده می  ابعاد بالاتر  را روی فضای سازی و پیش(، و مدلMüller and Guido 2017کرد )نشانگر( به فضای ویژگی  بینی 

توانیم یک مدل خطی در فضای ویژگی برای مقابله با مشکلات رگرسیون بسازیم. فرمول داد. به عبارت دیگر، میویژگی انجام می 

 توان به صورت زیر بیان کرد:  را می SVR مدل
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فرموله شده شده با به حداقل   SVRبایاس )اریب( است. به طور کلی،   β0 ها وبردار وزن   βتابع هسته،    که در آن

 آید: رساندن تابع ضرر محدود شده زیر به دست می 

 

 که در آن

 

 

( ثابت منظم سازی است که مبادله بین خطای پیش بینی و پیچیدگی "پارامتر هزینه") C و  ε تلفات حساس بهکه در آن  

را می  SVR هنجار در فضای هیلبرت است. پس از بهینه سازی، شکل نهایی ||·|| یک پاسخ کمی است و  yکند.  مدل را کنترل می

 توان به صورت زیر نوشت: 

 

ای برای یافتن بهترین تابع تابع هسته است. در این پژوهش از جستجوی شبکه   که در آن  

( برای تنظیم  fold CV-5)   (و گاما استفاده کردند. یک استراتژی اعتبارسنجی متقابل پنج برابری C هسته و فراپارامترهای بهینه

 ای انجام دادند. فراپارامترها هنگام انجام جستجوی شبکه 

تواند به طور  یک روش رگرسیون غیرخطی است که می  (KRR)  رگرسیون ریج کرنل   (:KRRرگرسیون ریج کرنل ) 

ها به فضای هسته با ابعاد بالاتر  از یک تابع هسته غیرخطی برای نگاشت داده   KRRها را کشف کندموثر ساختار غیرخطی داده

ها را به صورت خطی در این فضای هسته جدا کند. تابع خطی کند تا دادهکند و سپس یک مدل رگرسیون بریج ایجاد میاستفاده می

(. مدل نهایی Exterkate et al. 2016سازی برآمدگی انتخاب شد )در فضای هسته با توجه به میانگین مجذور افت خطای منظم

 توان به صورت زیر نوشت: را می KRR بینیپیش

 

 بنابراین، برای.  هایبا ورودی Gramماتریس  K سازی است وثابت منظم λ که در آن

n  نمونه آموزشی، ماتریسkernel  بدست آمده به صورت زیر است: 
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I    ،با    ماتریس همانی )یکه( است   ،n    های آموزشی وتعداد نمونه ix  نمونه آزمایشی

 است. شکل گسترش یافته آن به صورت زیر است: 

 

در این مطالعه استفاده کردند و یک استراتژی اعتبارسنجی متقابل   λ ترین تابع هسته واز جستجوی شبکه برای یافتن مناسب

 پنج برابری برای تنظیم فراپارامترها استفاده نمودند. 

گیری گیری یا میانگین درختان تصمیمیادگیری ماشین است که از رای  یک روش (RF) جنگل تصادفیجنگل تصادفی:  

(. در این پژوهش  Breiman 2001کند )های جدید استفاده میچندگانه برای تعیین طبقه بندی یا مقادیر پیش بینی شده نمونه 

ای از درختان تصمیم بود و هر درخت تصمیم کمی با درختان دیگر متفاوت بود. این جنگل تصادفی  جنگل تصادفی اساساً مجموعه 

 González-Camachoگیری، خطر بیش از حد برازش را کاهش داد )بینی بسیاری از درختان تصمیمگیری نتایج پیشبا میانگین 

et al. 2018 :رگرسیون جنگل تصادفی را می توان به شکل زیر نوشت .) 

 

 M یک درخت رگرسیون فردی است و  شده رگرسیون تصادفی جنگل است، بینیمقدار پیش y که در آن

کننده در فلوچارت هر درخت به  بینیبینی با انتقال متغیرهای پیشها پیشهای تصمیم در جنگل است. در پژوهش آن تعداد درخت

 های هر درخت دربینیشده استفاده شد. در نهایت، پیش بینیدست آمد و مقدار تخمینی مربوطه در گره پایانی به عنوان مقدار پیش 

RF  پیش محاسبه  دادهبرای  نهایی  میانگینبینی  نشده  مشاهده  شبکه های  جستجوی  شد.  ترین گیری  مناسب  یافتن  برای  ای 

 و حداکثر عمق درخت و اعتبارسنجی متقابل پنج برابری برای تنظیم هایپرپارامترها انجام شد.   M هایپرپارامتر

Adaboost.R2:  Adaboost.R2  از موردی یک اصلاح Adaboost   .استR  و یک فرمت Adaboost.M2   ایجاد

کند و به  شده برای مقابله با مشکلات رگرسیون، که به طور مکرر از درخت رگرسیون به عنوان یک یادگیرنده ضعیف استفاده می
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دهد. با ادغام چند شده درست را کاهش میبینیهای پیشدهد و وزن نمونهبینی نادرست را افزایش می های پیشدنبال آن وزن نمونه 

می ایجاد  »کمیته«  یک  ضعیف  پیشیادگیرنده  تأثیر  و  می کند  ضعیف  یادگیرندگان  از  بهتر  را  آن  )بینی   Shrestha andکند 

Solomatine 2006مدل رگرسیون .) Adaboost.R2  توان به صورت زیر نوشت: را می 

 

آن   در  پیش yکه  پیش   tf (x)شده،  بینی مقدار  ضعیف،    tشده  بینی مقدار  یادگیرنده  خطای  tε امین  tε= و  tf (x)میزان 

خطای بین مقدار واقعی مشاهده و مقدار پیش   است،     میانگین ضرر و،   

آموزش داده شد توزیع وزنی    tf(x)است. پس از این که   tf (x)توزیع وزنی  امین فرد پیش بینی شده است و i-بینی شده

 شود. می  t+1D (i)تبدیل به 

 

یک توزیع باشد. در این مطالعه  t + 1D (i)ای انتخاب شده است کهکه به گونه یک عامل عادی سازی است   tZ که در آن

یادگیری   استفاده کردند. برای این کار چهار روش Adaboost.R2 به عنوان یادگیرندگان ضعیف KRR و SVR پژوهشگران از

به عنوان   cy های تصحیح شده( متغیرهای مستقل ورودی بودند، فنوتیپ 2،  1،  0ها )کد شده به صورت  ماشین، وکتورهای ژنوتیپ

ها ترکیب فراپارامتر بهینه بینی ژنومیک استفاده شدند. آن برای پیش  (V0.22)نسخه    Python برای Sklearn متغیر پاسخ و بسته

یرسون به  های فراپارامترهای مختلف جستجو کردند و ترکیبی در شبکه با بالاترین همبستگی پای از مقادیر با ترکیب را از شبکه 

 ای( انتخاب نمودند. عنوان فراپارامتر بهینه در هر برابر )جستجوی شبکه 

ای تک مرحله   GBLUP،  (GBLUP)ژنومی    BLUP، در مقایسه با  (CV)  متقابل    اعتبارسنجیدر  ها نشان داد که  نتایج آن

(ssGBLUP  و روش )BayesHE های مرسوم بهتر عمل کردند.  توجهی از این روش به طور قابلیادگیری ماشین  های  ، روش

درصد    8/20و    15،  3/19  را به ترتیب  BayesHEو    GBLUP  ،ssGBLUPبینی ژنومی  دقت پیش یادگیری ماشین  های  روش

روش  این،  بر  علاوه  بخشید.  ماشین  های  بهبود  )یادگیری  خطای  مربعات  )MSEمیانگین  مطلق  خطای  میانگین  و   )MAE  )

بهبودی در دقت    درصد  8/3  به طور متوسط   GBLUPدر مقایسه با    ssGBLUPتری را در همه سناریوها به همراه داشتند.  کوچک

بهتر از   Adaboost.R2_KRRو    RFتر،  بینی ژنومی افراد جوان بود. در پیش  GBLUPنزدیک به    BayesHEداشت و دقت  

GBLUP    وBayesHE    عمل کردند، در حالی کهssGBLUP  مقایسه با    درRF    وssGBLUP    دقت کمی بالاتر وMSE  

های زنده های متولد شده داشت. برای تعداد خوکچه بینی تعداد کل بچه خوکدر پیش   Adaboost.R2_KRRتری نسبت به  پایین

، یادگیری ماشینهای  عمل کرد. در میان روش   ssGBLUPبه طور قابل توجهی بهتر از    Adaboost.R2_KRRمتولد شده،  
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Adaboost.R2_KRR    همچنین نشان داد که   این پژوهشگرانهای  مطالعه عملکرد خوبی داشت. یافته این  به طور مداوم در

برای روش بهینه  نشان دادند که  آنمفید هستند.  یادگیری ماشین  های  فراپارامترهای  تنظیم فراپارامترها در  ها  از  و در    CVپس 

افراد جوان پیش ژنومی  نتایج  ترتیببینی  به  بهبود  میانگین  و    3/14  تر،  فراپارامترهای درصد    8/21درصد  از  افرادی که  به  نسبت 

یادگیری ماشین ضروری   هایها همچنین نشان داد که تنظیم فراپارامترها برای روشهای آنیافته  کردند بود.فرض استفاده میپیش

 ها و غیره بستگی دارد.های صفات، مجموعه دادهاست و فراپارامترهای بهینه به ویژگی 

 

 نزدیکترین همسایگان 

های یادگیری ماشین است. ایده این رویکرد پیش مدل نزدیکترین همسایگان یکی از ساده ترین و شهودی ترین الگوریتم

و سایر نقاط داده است. به طور کلی از فاصله اقلیدسی   ix بر اساس فاصله بین ix مرتبط با متغیر ورودی   iy بینی مقدار متغیر هدف

این فاصله وجود دارد. در طبقه بندی،    39های دیگری، مانند فاصله منهتن شود، اما روش استفاده می به برچسب    iyبرای محاسبه 

کننده میانگین خروجی  بینیشود. متناوباً، هنگام برخورد با رگرسیون، پیش کلاس اکثر نزدیکترین نقاط داده در فضا اختصاص داده می 

ترین الگوریتم در این دسته است. این بر اساس همان محبوب (KNN)  40نزدیکترین همسایگان  Kترین همسایگان است.  از نزدیک

کند که چه  میتعیین   Kدهند. پارامتر ناشناختهاطلاعات برچسب مفیدی را ارائه می  ix ایده است که نزدیکترین الگوها به نقطه داده

بهینه آن    Kتأثیر قابل توجهی بر عملکرد الگوریتم دارد.   K تعداد همسایه در فرآیند یادگیری در نظر گرفته شود. تعداد همسایگان

کند. برخی از  چیزی است که بین برازش )بایاس کم، اما واریانس زیاد( و عدم تناسب )واریانس کم، اما بایاس زیاد( تعادل برقرار می 

   .(Zhang 2016کنند )را به جذر تعداد مشاهدات در مجموعه آموزشی پیشنهاد می K نویسندگان

 

 شبکه های عصبی عمیق  

های خام است های یادگیری قدرتمند است که قادر به تشخیص الگوهای پیچیده در دادهای از روشیادگیری عمیق خانواده

(Vieira et al. 2020  پرسپترون معروف روزنبلات که در دهه .)پیشنهاد شد، اولین تلاش برای درک مدلی بود که تقریباً    1950

بود. ساختار شبکه  انسان  ادراکی مغز  فرآیندهای  از لایهDNN)  41های عصبی عمیق مشابه  نورون(  از  های متصل های روی هم 

شامل تعداد مشخصی لایه است که هر لایه حاوی چندین نورون است. هر نورون   DNN تشکیل شده است. به عبارت دیگر، مدل

شود که قدرت و جهت اتصال )تحریکی یا مهاری( را منعکس  های مجاور متصل می های لایههایی( به نورونهایی )آرایهاز طریق وزنه 

 
39 Manhattan distance 
40 K-nearest neighbors 
41 deep neural networks 



 1403و همکاران،  محمدآبادی

437 

Agricultural Biotechnology Journal;      Print ISSN: 2228-6705,      Electronic ISSN: 2228-6500 

وجود دارد، به استثنای  DNN هایی که در یکشوند. به تعداد لایهبا عمق، اندازه و عرض مشخص می  DNN هایکند. مدلمی

ای است که بیشترین لایه DNN شود. در نهایت، عرضها در مدل اندازه نامیده میگویند. تعداد کل نورون لایه ورودی، عمق می 

از   X ای از مشاهدات، مجموعه DNN(. هنگام اجرای  Montesinos-López et al. 2021گیرد )ها را در بر می تعداد نورون 

، هر نورون از یک  DNNهای پنهان ورودی و خروجی این لایه هستند. در لایه ix شود. مشاهداتطریق لایه ورودی وارد مدل می 

کند و سپس آن را از یک تابع  ای خود را دریافت میهتر، مجموع وزنی خروجی نورونلایه معین، از لایه سطح سلسله مراتبی پایین

سازی های پنهان، پرکاربردترین توابع فعالدهد تا آن را به عنوان خروجی برای آن نورون هدایت کند. در لایهسازی عبور میفعال

بندی برای انجام یک طبقه DNNسازی مماس هذلولی و تابع سیگموئید. در لایه خروجی، شده، فعالعبارتند از: واحد خطی اصلاح

ها در لایه خروجی با تعداد  یا یک رگرسیون بر اساس ماهیت متغیر هدف است. هنگامی که با طبقه بندی سروکار داریم، تعداد نورون 

  Softmax.  توان با توجه به نوع متغیر هدف مورد استفاده قرار دادها برابر است. علاوه بر این، توابع فعال سازی متفاوتی را میکلاس

طبقه  متغیرهای  دادهبرای  برای  نمایی  تابع  میبندی،  استفاده  باینری  نتایج  برای  سیگموئید  تابع  و  شمارش  مسائل  های  در  شود. 

شوند. موفق ترین تابع  سازی خطی اعمال میدهد و توابع فعالرگرسیون، لایه خروجی مقادیر تخمینی متغیرهای هدف را نشان می

(.  ca 2018ıand Ar luğBircanoاست ) (ReLU)   42فعال سازی هنگام برخورد با یک متغیر پیوسته، واحد خطی یکسو شده

های مثبت  دهد تا از وزنشود و به مدل اجازه میبرای معرفی غیرخطی بودن در مدل استفاده می DNN در tanh سازیتابع فعال

 شود.  های مخفی استفاده میو منفی یاد بگیرد، زیرا حول محور صفر است )برخلاف تابع سیگموئید(. این تابع معمولاً در لایه 

انتخاب وزن DNN مانند سایر مدل های یادگیری ماشین، آموزش بهینه است که تفاوت بین مقادیر واقعی و  شامل  های 

شود. این پارامترها باید  برای به حداقل رساندن تابع تلفات استفاده می  43رساند. گرادیان کاهشیتخمینی متغیر هدف را به حداقل می 

شوند.  ها به طور تصادفی مقداردهی اولیه می، وزنDNNدر طول فرآیند یادگیری به روز شوند. هنگام آموزش برای اولین بار مدل  

هنگامی که یک مشاهده وارد مدل شد، اطلاعات از طریق شبکه منتشر می شود تا زمانی که مقدار خروجی خاصی را پیش بینی کند.  

دهد مراحل  شود که نشان میمحاسبه می  η های تابع از دست دادن با استفاده از یک فراپارامتر به نام نرخ یادگیریسپس گرادیان 

 44شود. پس انتشار ها( استفاده میها و بایاس گرادیان کاهشی چقدر باید بزرگ باشد و سپس برای به روز رسانی پارامترهای تابع )وزن 

روش کارآمد دیگری برای محاسبه گرادیان است. مفهوم این روش بر این اساس استوار است که سهم هر نورون در تابع از دست  

توان با شروع از لایه خروجی محاسبه  ها را میهای لایه زیر است. بنابراین، این مشارکتدادن متناسب با وزن اتصال آن با نورون

ها است.  ای از معمارییادگیری عمیق شامل طیف گسترده  .سازی در شبکه منتشر شدها و مشتق تابع فعالکرد و با استفاده از وزن 

 
42 rectified linear unit 
43 gradient descent 
44 backpropagation 
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های  و شبکه  (RNN)  46های عصبی بازگشتی(، شبکه MLP)  45های پیشخور هستند که پرسپترون چندلایه ترین آنها شبکه محبوب

 شوند.  نیز نامیده می (CNN) 47عصبی کانولوشنال

ها ای است که در آن تمام لایهیک شبکه پیشخور لایه  (MLP) پرسپترون چندلایه  (:MLPالف( پرسپترون چندلایه )

های لایه مجاور متصل است، اطلاعات در یک جهت  به طور کامل به هم متصل هستند. هر نورون از یک لایه مشخص به نورون

ها قدرتمند هستند و آموزش آنها ساده است.  MLPیابد. به عبارت دیگر اتصالات درون لایه یا فوق لایه وجود ندارد.  واحد جریان می

 های مکانی یا زمانی مناسب نیستند و در معرض بیش از حد برازش هستند.  ها برای مقابله با مجموعه دادهبا این حال، این شبکه 

های عصبی بازگشتی اطلاعات در هر دو جهت جریان دارد. هر در شبکه (:RNNهای عصبی بازگشتی )ب( شبکه 

های نورون دارای سه نوع اتصال است: اتصالات ورودی از لایه قبلی، اتصالات مداوم به لایه بعدی و اتصالات مکرر بین نورون 

های دهد تا تصوری از حافظه داشته باشد زیرا خروجی یک لایه به ورودیهمان لایه. این ساختار بازگشتی به این شبکه اجازه می 

های پردازش  شود. همچنین در زمینهاستفاده می  48زمانی- سازی ساختارهای فضااغلب برای مدل  RNNفعلی و قبلی بستگی دارد.  

 شود.  زبان طبیعی و تشخیص گفتار استفاده می

هایی طراحی  ( برای تطبیق موقعیت CNNهای عصبی کانولوشنال )شبکه (: CNNهای عصبی کانولوشنال )ج( شبکه 

ها، دو بعدی مانند  اسنیپ  تواند یک بعدی مانندشوند. متغیر ورودی میهای متعدد نمایش داده می ها در قالب آرایه اند که دادهشده

های کانولوشن و ادغام و به دنبال  ها از لایه CNNتصاویر رنگی، یا سه بعدی برای فیلم ها یا تصاویر حجمی داشته باشد. معماری

های کانولوشن و تلفیقی،  ها، دو نوع لایه اول، یعنی لایه CNNهای عصبی کاملاً متصل تشکیل شده است. هنگام آموزشآن شبکه 

بقه بندی یا وظیفه رگرسیون است. در لایه کانولوشن،  دهند. شبکه عصبی کاملا متصل برای انجام طاستخراج ویژگی را انجام می 

شود. این عملیات کانولوشنی  های ورودی انجام میهای اصلی دادهیک عملیات ریاضی برای تولید یک نسخه فیلتر شده از ماتریس

، پس از هر پیچیدگی برای تولید خروجی  ReLUسازی غیرخطی، معمولاً شود. یک تابع فعالنامیده می "فیلتر"یا  "هسته )کرنل("

پس از هموارسازی نتایج انجام می شود، نقش    49شود. عملیات ادغام های ویژگی سازماندهی می شود که به صورت نقشه اعمال می

دهد و شبکه را از نظر محاسباتی  های مشابه معنایی در یکی است. به عبارت دیگر، ادغام تعداد پارامترها را کاهش می آن ادغام ویژگی 

های ویژگی، تعیین  از نقشه   50ها( ها )پچیک عملیات ادغام معمولی است که با استخراج وصله   Max Poolingکند.  کم هزینه می

های ورودی به یک بردار تک  یابد. در نهایت، پس از تبدیل ماتریس حداکثر مقدار در هر پچ و سپس حذف تمام مقادیر دیگر ادامه می 

 
45 multilayer perceptron 
46 recurrent neural networks 
47 convolutional neural networks 
48 space-temporal structures 
49 pooling 
50 patches 
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شوند تا خروجی نهایی،  خور ذکر شده نگاشت می های کاملاً متصل مشابه شبکه عمیق پیشای از لایهها توسط شبکه بعدی، ویژگی 

احتمالات یک ویژگی معین متعلق به یک کلاس معین به دست آید. خروجی شبکه عصبی کاملاً متصل به تابع فعال سازی متفاوت 

ها با موفقیت در تشخیص بصری و گفتار،  CNNشود.  دیگری برای انجام طبقه بندی یا رگرسیون بر اساس متغیر خروجی تغذیه می

 (. Yamashita et al. 2018اند )پردازش زبان طبیعی و کارهای طبقه بندی مختلف استفاده شده

بینی وضعیت سلامت پستان  های مختلف یادگیری ماشین برای پیش( روش 2021) .Bobbo et alدر پژوهشی  مثال کاربردی:

ها هشت روش مختلف یادگیری ماشین یعنی تحلیل متمایز های بدنی در گاوهای شیری را مقایسه کردند. آن بر اساس تعداد سلول 

نزدیکترین همسایگان،   K،  54بندی و رگرسیون ، درختان طبقه53های ساده ، بیز 52یافته با تابع پیوند لاجیت، مدل خطی تعمیم51خطی

های بینی وضعیت سلامت پستان گاوها، بر اساس تعداد سلولهای بردار پشتیبان، جنگل تصادفی و شبکه عصبی را برای پیشماشین

درصد    80رکوردی را به طور تصادفی به دو زیرمجموعه تقسیم کردند:    18442ها یک مجموعه داده  سوماتیک مقایسه کردند. آن

ها از ساخت مدل حذف درصد باقی مانده از داده 20ها استفاده شد، در حالی که رکورد( برای آموزش و آزمایش مدل 14755ها )داده

ده   متقابل  اعتبارسنجی شدند و به عنوان اعتبار سنجی خارجی نگهداری شدند. مجموعه انتخاب ویژگی بازگشتی با استفاده از یک

ها برای شناسایی ترین ویژگیکنندهبینیای از پیشزیرمجموعهشود، برای انتخاب خودکار تکرار می RF بار با روش 100برابری که 

در   SCC بر اساس سطوح   0/1ترین مدل با بهترین عملکرد استفاده کردند. برای آموزش و آزمایش رابطه بین پیامد )صرفهبهمقرون 

TD n + 1 داده( و ویژگی( های گاو و شیر  هاTD n یک اعتبارسنجی )  بار تکرار شد، استفاده نمودند.    100ده برابری که    متقابل

اجازه می بندی  بگیرد و درصد نمونهدهد تا کلاسطبقه  را در نظر  نامتعادل  برای هر کلاس هدف حفظ کند.  های خروجی  را  ها 

های زیر مجموعه با اندازه مساوی تقسیم کردند. مدل  10را به طور تصادفی به   (n = 14755مجموعه داده اصلی آموزش/تست )

ها آموزش دادند و آخرین زیرمجموعه را به عنوان مجموعه آزمون برای ارزیابی عملکرد  مورد از این زیرمجموعه  9بینی را بر روی  شپی

تکرار انجام    1000بار تکرار کردند. در مجموع   100ده برابری را    متقابل   بینی نتیجه استفاده کردند. هر اعتبارسنجیها در پیشروش

ده برابری برای بدست آوردن دقت نهایی هر روش را به دست آوردند.    متقابل  اعتبارسنجی مقدار دقت  100دادند و سپس میانگین  

 Caret هایها را با استفاده از بستهانجام دادند. تجزیه و تحلیل داده  متقابل  اعتبارسنجی ها )مرکز و مقیاس( را دراستانداردسازی داده

v.6.0-8639 و Tidyverse v. 1.3.140   نرم افزار R v.4.0.5   درصد بود.   75ها بالای  بینی همه روشانجام دادند. دقت پیش

های سلامت  بینی کلاسهای شبکه عصبی، جنگل تصادفی و خطی بهترین عملکرد را در پیش با توجه به معیارهای مختلف، روش 

شده های بدنی زیر یا بالاتر از آستانه از پیش تعریفپستان در یک روز آزمایشی معین )سالم یا ماستیتیک با توجه به تعداد سلول

های یادگیری  ها الگوریتمهای آنگاو ثبت شده در روز آزمون قبلی داشتند. یافتهلیتر( بر روی صفات شیر  سلول در میلی  200000

 
51 linear discriminant analysis 
52 generalized linear model with logit link function 
53 naïve bayes 
54 classification and regression trees 
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بهبود تصمیم برای  امیدوارکننده  ابزاری  به عنوان  را  یادگیری ماشین ماشین  تحلیل  و  تجزیه  پیشنهاد کرد.  برای کشاورزان  گیری 

های کند تا گاوهایی را که احتمالاً در روز آزمایش بعدی تعداد سلولبخشد و به کشاورزان کمک میهای نظارت را بهبود می روش

 سوماتیک بالایی دارند، از قبل شناسایی کنند. 

ژنتیک و اصلاح نژاد و بیوتکنولوژی در حوزه    یادگیری ماشینهای  روش دهد که استفاده از  نشان میاین مطالعه    گیری:نتیجه

های یادگیری ماشین استفاده شده نیز رو به بهبود است. لذا، یادگیری رو به افزایش است و با این افزایش کیفیت روش  دام و طیور

بنابراین،  در این حوزه نقش مهم و پررنگی را ایفا کند.  وری  و ارائه مزایایی مانند افزایش بهرهدامپروری  توسعه پایدار  تواند در  ماشین می

توصیه میاین   از روشپژوهش  استفاده  الگوریتمکند که  و  فعالان حوزه  ها  بین  یادگیری ماشین در  نژاد و های  و اصلاح  ژنتیک 

تا زودتر و دقیق  بیوتکنولوژی دام و طیور بروز مشکلات و ضررهای ترویج شود  از  بینی کنند و  تر مشکلات را شناسایی و پیش 

 اقتصادی جلوگیری نمایند. 
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